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基于 ＣＲ－ＣＡＲＳ－ＲＦ 的黑土区土壤
有机质含量高光谱估算
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５. 中国科学院空天信息创新研究院ꎬ北京 １００１０１)

摘　 要:以辽宁昌图和苏家屯区 １４９ 个黑土样本为基础ꎬ结合地面高光谱数据与实验室土壤有机质(ＳＯＭ)含量

化学测定ꎬ系统分析了不同高光谱预处理与建模方法对 ＳＯＭ 反演精度的影响ꎬ旨在构建快速且精准的 ＳＯＭ 含量高

光谱反演模型ꎮ 通过 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 平滑法(ＳＧ)对光谱数据进行去噪处理后ꎬ对比分析了倒数(１ / Ｒ)、倒数的对数

( ｌｏｇ(１ / Ｒ))、一阶导数(ＦＤＲ)、标准化(ＳＮＶ)及连续统去除(ＣＲ)五种光谱变换方法ꎬ并采用皮尔逊相关分析(ＰＣＣ)
和竞争自适应重加权(ＣＡＲＳ)算法筛选特征波段ꎬ结合偏最小二乘(ＰＬＳＲ)、多元线性回归(ＭＬＲ)和随机森林(ＲＦ)
三种建模方法ꎬ构建了 １２ 种反演模型ꎬ对各模型的预测精度进行对比分析ꎮ 结果表明:(１)ＣＲ 变换显著增强了光谱

与 ＳＯＭ 的相关性ꎬ２ １６６ ｎｍ 之后的 １２８ 个波段相关系数绝对值超过 ０.５ꎬ最高达 ０.７５ꎻ(２)ＣＡＲＳ 算法有效压缩了特征

波段数量ꎬ将其控制在全波段的 ６％以下ꎬ与 ＰＣＣ－ＰＬＳＲ 和 ＰＰＣ－ＲＦ 相比ꎬＣＡＲＳ－ＰＬＳＲ 和 ＣＡＲＳ－ＲＦ 模型预测精度显

著提升ꎬ其决定系数(Ｒ２)分别提高 １３.４％和 １４.５％ꎬ均方根误差(ＲＭＳＥ)分别降低 １２.８％和 １１.９％ꎻ(３)非线性 ＲＦ 模

型的预测精度最优ꎬ与 ＭＬＲ 和 ＰＬＳＲ 相比ꎬ其 Ｒ２分别提升 ３２.１％和 ３.５％ꎬＲＭＳＥ 分别降低 ３４.９％和 ４.４％ꎻ(４)在 １２
种预测模型中ꎬＣＲ－ＣＡＲＳ－ＲＦ 模型表现最佳ꎬ其建模 Ｒ２为 ０.９１ꎬＲＭＳＥ 为 １.７６ ｇ􀅰ｋｇ－１ꎻ预测 Ｒ２为 ０.７９ꎬＲＭＳＥ 为 ２.４９
ｇ􀅰ｋｇ－１ꎬ表明 ＣＲ－ＣＡＲＳ－ＲＦ 模型具有较高的预测精度和可靠性ꎬ可为辽宁黑土区土壤有机质含量的高效精准监测

提供有力的技术支撑ꎮ
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Ｋｅｙｗｏｒｄｓ: ｂｌａｃｋ ｓｏｉｌꎻ ｓｏｉｌ ｏｒｇａｎｉｃ ｍａｔｔｅｒꎻ ｈｙｐｅｒ￣ｓｐｅｃｔｒａｌꎻ ｃｏｍｐｅｔｉｔｉｖｅ ａｄａｐｔｉｖｅ ｒｅ￣ｗｅｉｇｈｔｉｎｇ ａｌｇｏｒｉｔｈｍꎻ ｒａｎ￣
ｄｏｍ ｆｏｒｅｓｔ ｍｏｄｅｌ

　 　 土壤有机质(ｓｏｉｌ ｏｒｇａｎｉｃ ｍａｔｔｅｒꎬ ＳＯＭ)是土壤

固体部分的重要组成成分ꎬ其含量是评价土壤肥力

的关键指标ꎬ直接影响作物生长状况ꎮ 东北黑土区

是我国重要的玉米、粳稻等商品粮供应基地ꎬ但随

着黑土地利用强度增加和垦殖率提升ꎬ黑土区有机

质含量正在以平均每年 ０.１％的速率降低ꎮ 因此ꎬ快
速、有效地评价黑土区土壤有机质含量ꎬ对于土地

资源利用和区域农业保护发展具有重要意义ꎮ 传

统的 ＳＯＭ 含量测定方法主要通过野外采集后进行

化学分析ꎬ需要大量的野外样本点ꎬ耗时耗力且成

本高ꎬ较难实现大范围、周期性监测ꎬ无法满足现代

农业发展需求ꎮ 高光谱遥感作为一种通过窄而连

续的光谱通道实现对地物快速无损动态监测的技

术手段ꎬ因其操作简单、光谱信息丰富、高效且成本

低等特点ꎬ被广泛应用于 ＳＯＭ 的定量反演[１－３]ꎮ
已有研究表明ꎬ光谱数据采集、数据处理和建

模方式都会影响 ＳＯＭ 反演精度[４－５]ꎮ 早期 ＳＯＭ 的

反演多采用相关分析筛选敏感波段建立线性回归

模型ꎬ针对东北黑土和北疆绿洲农田灰漠土ꎬ建立

多元线性回归(ＭＬＲ) ＳＯＭ 反演模型ꎬ精度可达到

０.８以上[６－７]ꎻ针对江西红壤和辽河三角洲滨海湿地

建立偏最小二乘(ＰＬＳＲ)ＳＯＭ 估算模型ꎬ取得了较高

的预测精度ꎬ决定系数 Ｒ２分别达到 ０.９６ 和０.８７[８－９]ꎮ
由于土壤反射光谱的复杂性ꎬ并非简单的线性机

理ꎬ基于线性相关所建模型在特定区域内可能表现

较高精度ꎬ但应用于不同环境条件和区域时ꎬ其适

用性和准确性会受到限制ꎮ 随着机器学习方法的

发展ꎬ支持向量机回归(ＳＶＭ)、神经网络(ＮＮＰ)和

随机森林(ＲＦ)等非线性模型被广泛应用到 ＳＯＭ 的

估算研究中ꎮ 沈强等[１０]、郄欣等[１１] 发现ꎬ采用 ＳＶＭ
建立的区域 ＳＯＭ 含量高光谱预测模型反演精度高

于线性回归和 ＰＬＳＲꎮ 王永敏等[１２]、刘杰亚等[１３] 发

现ꎬ经过小波分析或主成分分析实现光谱数据降维

后ꎬ采用 ＢＰ 神经网络和卷积神经网络建模ꎬ其反演

ＳＯＭ 精度优于传统回归模型ꎮ 随机森林作为一种

处理高维数据的机器学习方法ꎬ是由决策树发展而

来的一种自然的非线性建模工具ꎬ其计算效率高ꎬ
性能稳定ꎬ克服了其他机器学习模型中过渡拟合和

不稳定性问题ꎬ可以更准确地解释变量之间的非线

性关系ꎮ 杨煜岑等[１４]、韩杏杏等[１５]、刘恬琳等[１６]

在反演陕西、河南、山东省局部地区的 ＳＯＭ 含量时

发现ꎬ随机森林模型可以精确地反映 ＳＯＭ 与光谱和

自然环境等变量之间的复杂非线性关系ꎬ预测精度

高于线性回归和 ＳＶＭꎮ 以上研究针对不同区域建

立了 ＳＯＭ 的最佳估算模型ꎬ但如何剔除高光谱波段

间的冗余信息ꎬ降低数据维度仍是高光谱反演的重

点和难点ꎮ 白婷等[１７]、唐海涛等[１８] 引进竞争适应

重加权(ＣＡＲＳ)方法ꎬ将特征波段压缩至全波段数

据的 １６％ꎬ通过优选特征波段简化了 ＲＦ 模型复杂

程度ꎬ可以实现 ＳＯＭ 的快速、高效预测ꎮ
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东北黑土地主要分布在黑龙江省和吉林省境内ꎬ
辽宁省覆盖面积较小ꎬ目前关于东北黑土土壤有机质

含量的反演研究多集中在黑龙江省[１９] 和吉林省[２０]ꎬ
对面积较小且分布较为分散的辽宁黑土土壤有机质

含量反演研究较少ꎮ 基于此ꎬ本工作在结合不同光谱

数据变换的基础上ꎬ利用 ＣＡＲＳ 结合 ＲＦ 模型ꎬ并与传

统的特征波段筛选方式及建模方法结果对比ꎬ分析

ＣＡＲＳ－ＲＦ 在辽宁黑土区 ＳＯＭ 反演的适用程度ꎬ筛选

辽宁省黑土地 ＳＯＭ 含量的快速反演方法ꎬ以期为辽

宁农业生产和高标准农田建设提供基础数据支撑ꎮ

１　 研究区与数据

１.１　 研究区概况

选取辽宁省沈阳市苏家屯区和铁岭市昌图县

为研究区ꎮ 这两个区域地处辽北低丘平原ꎬ地势相

对平坦ꎬ为温带大陆性季风气候ꎬ年平均气温为 ８℃
左右ꎬ其中 ７ 月平均最高气温达 ２８ ~ ３０℃ꎬ１ 月平均

最低气温为－１６ ~ －１４℃ꎬ四季分明ꎻ年平均降水量

为 ６３３.５ ｍｍ 左右ꎬ雨热同季ꎻ年平均日照时数约为

２ ６５１ ｈꎬ日照丰富ꎮ 其中ꎬ苏家屯全区耕地土壤质

量较好ꎬ以棕壤、草甸土和水稻土为主ꎬ分布着少量

黑土ꎬ主要农作物为水稻、玉米和蔬菜ꎮ 昌图县地

处辽河上游ꎬ黑土面积广阔ꎬ处于北纬 ４２°的“黄金

玉米带”ꎬ素有“辽宁粮仓”之称ꎮ
１.２　 研究数据

数据采集时间为 ２０２３ 年 ３ 月 ２６—３０ 日ꎬ地面

高光谱数据测定采用 ＡＳＤ ＦｉｅｌｄＳｐｅｃ Ｐｒｏ 光谱仪ꎬ波
段范围为 ３５０~２ ５００ ｎｍꎬ光谱采样间隔为 １ ｎｍꎬ野
外采 样 时 每 个 观 测 点 重 复 采 集 １０ 次ꎬ 利 用

ＶｉｅｗＳｐｅｃＰｒｏ 处理后取平均值ꎮ 光谱测定时天气状

况良好ꎬ在 １０ ∶ ００—１４ ∶ ００ 之间共采样 １４９ 个ꎬ采
样点分布在研究区黑土集中区域ꎬ且无农作物生

长ꎬ土壤处于裸露状态ꎬ可有效避免植被光谱对土

壤光谱信息的干扰ꎮ 土壤有机质采样点与光谱数

据采集为同一地点ꎬ土壤样本风干后ꎬ基于外加热

条件ꎬ用确定标准浓度的重铬酸钾－硫酸溶液进行

氧化和滴定ꎬ从而测定土壤有机质含量ꎮ 土样有机

质含量见表 １ꎬ数值范围为 １３.３０~ ４２.５６ ｇ􀅰ｋｇ－１ꎬ其
中 ２０ ｇ􀅰ｋｇ－１以下土样占比为 ６７.８％(１０１ 个)ꎬ２０ ~
３０ ｇ􀅰ｋｇ－１土样占比为 ２４.８％(３７ 个)ꎬ３０ ｇ􀅰ｋｇ－１以

上土样占比 ７.３％(１１ 个)ꎮ 将所有样本按照 ＳＯＭ
含量高低排序ꎬ分层抽取样本点作为预测集ꎬ将 １４９
个样本划分为建模集(１１９ 个)和预测集(３０ 个)ꎮ
从表 １ 可以看出ꎬ研究区总样本变异系数为 ２９.６％ꎬ
为中等变异强度ꎬ介于建模样本和预测样本之间ꎬ
说明按照 ＳＯＭ 含量高低分层抽取样本建立建模集

和预测集可以反映研究区的 ＳＯＭ 现状ꎮ
１.３　 光谱数据预处理

由于仪器测量边缘部分受外界噪声影响较大ꎬ
以及部分波段受水汽影响明显等原因ꎬ本研究剔除

１ ８１１~１ ９１０、２ ４０１~２ ５００ ｎｍ 等波段数据ꎬ选择 ３５０
~１ ８１０ ｎｍ 和 １ ９１１~２ ４００ ｎｍ 波段作为本研究的光

谱波长范围ꎮ 为增强 ＳＯＭ 含量对光谱信息的敏感程

度ꎬ对光谱数据进行 Ｓａｖｉｚｋｙ－Ｇｏｌａｙ(ＳＧ)平滑处理后ꎬ
进一步开展光谱倒数(１/ Ｒ)、倒数的对数(ｌｏｇ(１/ Ｒ))、
一阶导数 ( ＦＤＲ)、标准化 ( ＳＮＶ) 和连续统去除

(ＣＲ)等变换ꎮ

２　 研究方法

２.１　 特征波段筛选

相关性分析(ＰＣＣ)是对两个独立变量之间关

联程度的检验ꎬ通过计算 ＳＯＭ 含量与全光谱波段之

间的相关系数ꎬ设定入选阈值ꎬ选取相关性较高的

光谱波段作为输入变量ꎬ降低数据“维度”ꎮ
竞争自适应重加权采样法(ＣＡＲＳ)是通过多次

迭代统计和交叉验证筛选特征变量的方法ꎮ 通过

随机抽取固定比例样本建立 ＰＬＳ 模型ꎬ保留 ＰＬＳ 模

型中回归系数绝对值权重较大的波长作为新的子

集ꎬ应用指数衰减和自适应重加权采样筛选变量ꎬ
交叉验证计算均方根误差 ＲＭＳＥꎬ经过多次循环迭

代选择不同子集ꎬ选取 ＲＭＳＥ 最小子集和对应迭代

次数所含变量作为最优波段组合ꎮ 本次研究在

Ｍａｔｌａｂ ２０１８ａ 环境下运行 ＣＡＲＳ 算法ꎬ固定比例为

８０％ꎬ迭代次数为 ５０ 次ꎮ

表 １　 样本土壤有机质含量统计

Ｔａｂｌｅ １　 Ｓｔａｔｉｓｔｉｃ ｏｆ ｓｏｉｌ ｏｒｇａｎｉｃ ｍａｔｔｅｒ ｃｏｎｔｅｎｔ ｉｎ ｓａｍｐｌｅ ｓｏｉｌｓ

数据集
Ｄａｔａ ｓｅｔ

样本数
Ｎｕｍｂｅｒ ｏｆ ｓａｍｐｌｅｓ

平均值
Ａｖｅｒａｇｅ ｖａｌｕｅ
/ (ｇ􀅰ｋｇ－１)

最大值
Ｍａｘ ｖａｌｕｅ
/ (ｇ􀅰ｋｇ－１)

最小值
Ｍｉｎ ｖａｌｕｅ
/ (ｇ􀅰ｋｇ－１)

变异系数
Ｃｏｅｆｆｉｃｉｅｎｔ ｏｆ
ｖａｒｉａｔｉｏｎ / ％

总样本 Ｔｏｔａｌ ｓａｍｐｌｅｓ １４９ １９.７８ ４２.５６ １３.３０ ２９.６

建模集 Ｍｏｄｅｌｉｎｇ ｓｅｔ １１９ １９.８４ ４２.５６ １３.３８ ３０.１

预测集 Ｐｒｅｄｉｃｔｉｏｎ ｓｅｔ ３０ １９.５１ ３８.７１ １３.３０ ２８.３
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２.２　 建模方法

多元线性回归(ＭＬＲ)模型构建:ＭＬＲ 模型用于
解释变量与其他多个变量之间的线性关系ꎮ 通过

筛选与 ＳＯＭ 含量关联程度较强的光谱波段ꎬ实现从

全变量到特优变量的“降维”ꎮ 本研究借助 ＳＰＳＳ 软

件运行 ＭＬＲ 模型ꎬ将筛选出的有效特征波段作为自

变量ꎬ实测 ＳＯＭ 含量作为因变量ꎬ从而构建 ＭＬＲ 模

型ꎬ分析特征波段对 ＳＯＭ 含量的线性影响ꎮ
偏最小二乘法(ＰＬＳＲ)模型构建:ＰＬＳＲ 是基于

最小化误差平方和ꎬ筛选出函数最优匹配的一种多

元线性回归方法ꎬ可以集成主成分分析和多元线性

回归及数据之间的典型相关关系ꎮ 其优点是解决

了自变量之间的多重线性相关问题ꎬ可以剔除无解

释作用的信息ꎬ强化变量的解释能力ꎮ 建模过程

中ꎬ首先选取经过特定光谱变换后与 ＳＯＭ 的相关系

数大于 ０.５ 的波段ꎬ然后分别利用 ＰＣＣ 和 ＣＡＲＳ 筛

选特征波段ꎬ将筛选后的波段作为输入变量ꎬ实测

ＳＯＭ 含量作为输出变量ꎬ在 Ｍａｔｌａｂ ２０１８ａ 环境下运

行 ＰＬＳＲ 模型ꎬ构建出不同的 ＰＬＳＲ 模型ꎬ进而实现

对 ＳＯＭ 含量的精准估算ꎮ
随机森林(ＲＦ)模型构建:ＲＦ 是由多个不同的

决策树组成ꎬ每个决策树均不相同ꎬ其核心思想是

对训练数据进行自主采样ꎬ形成多个训练集ꎬ随机

选取一部分样本进行训练ꎬ每一次训练生成一棵决

策树ꎬ所有决策树形成随机森林ꎬ进而对样本进行

随机训练并预测的机器学习方法ꎮ 在本研究中ꎬ先
运用 ＰＣＣ 和 ＣＡＲＳ 方法筛选出特征光谱波段ꎬ再将

这些波段作为输入ꎬ实测 ＳＯＭ 含量作为输出ꎬ在
Ｍａｔｌａｂ ２０１８ａ 环境下运行 ＲＦ 模型ꎬ构建出基于 ＲＦ
的 ＳＯＭ 含量估算模型ꎬ利用其强大的非线性建模能

力ꎬ挖掘光谱数据与 ＳＯＭ 含量之间复杂的非线性关

系ꎬ提高模型预测的准确性ꎮ
２.３　 模型精度评价

决定系数(Ｒ２)是对模型评估的重要评价指标ꎬ
拟合优度越大ꎬ自变量对因变量的解释程度越高ꎬ
模型精度越高ꎬ其计算公式为:

Ｒ２ ＝ １ －
∑

ｎ

ｉ ＝ １
(􀭴ｙｉ － ｙｉ) ２

∑
ｎ

ｉ ＝ １
(ｙｉ － 􀭰ｙｉ) ２

(１)

均方根误差(ＲＭＳＥ)表示实测值与模型预测值

之间的偏差程度ꎬ其值越小ꎬ表明模型预测能力越强ꎬ
是评估预测模型效果的常用指标ꎬ其计算公式为:

ＲＭＳＥ ＝
∑

ｎ

ｉ ＝ １
(ｙｉ － 􀭴ｙｉ) ２

ｎ
(２)

式(１)和(２)中ꎬ ｙｉ 表示 ＳＯＭ 含量观测值ꎻ 􀭴ｙｉ 表示

ＳＯＭ 含量预测值ꎻ 􀭰ｙｉ 表示 ＳＯＭ 含量观测值的平均ꎻ
ｎ 为对应样本数ꎮ

３　 结果与分析

３.１　 特征波段选取结果分析

３.１.１　 相关性分析(ＰＣＣ) 　 为确定不同光谱变换

形式下的 ＳＯＭ 光谱反射率敏感波段ꎬ对 １４９ 个土样

的 ＳＯＭ 值与 Ｓ－Ｇ 平滑及其各种变换形式光谱反射

率进行相关性分析(表 ２)ꎮ 从表 ２ 可以看出ꎬＳ－Ｇ
平滑光谱数据与 ＳＯＭ 含量最大相关系数为 ０.４０ꎬ光
谱倒数、倒数的对数和标准化变换后的光谱反射率

与 ＳＯＭ 含量最大相关系数介于 ０.４２~０.４８ 之间ꎬ没
有明显改善ꎬ为无效变换ꎬ后续不再展开分析ꎻ而一

阶求导和连续统去除变换后ꎬ相关性明显提高ꎬ为
有效变换ꎮ 经连续统去除变换后的光谱与 ＳＯＭ 相

关效果最好ꎬ最大相关系数达到 ０.７５ꎬ相关系数绝对

值高于 ０.５ 的波段达到 １２８ 个ꎬ主要分布在２ １６６ ｎｍ
波段之后ꎮ

表 ２　 不同光谱数据变换形式相关性统计结果

Ｔａｂｌｅ ２　 Ｔｈｅ ｃｏｒｒｅｌａｔｉｏｎ ｓｔａｔｉｓｔｉｃｓ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｔｒａｎｓｆｏｒｍｅｄ ｓｐｅｃｔｒａｌ ｄａｔａ

变换方式
Ｔｒａｎｓｆｏｒｍ

Ｒ 绝对值>
０.５ 波段数
Ｔｈｅ ｂａｎｄ
ｎｕｍｂｅｒ

ｏｆ ｜Ｒ ｜ >０.５

Ｒ 绝对值>０.５
最大相关波段

Ｔｈｅ ｂａｎｄ ｏｆ ｍａｘｉｍｕｍ
ｃｏｒｒｅｌａｔｉｏｎ ｏｆ

｜Ｒ ｜ >０.５

最大相关系数
Ｍａｘｉｍｕｍ
ｃｏｒｒｅｌａｔｉｏｎ
ｃｏｅｆｆｉｃｉｅｎｔ

Ｓ－Ｇ ０ ０ ０.４０
１ / Ｒ ０ ０ －０.４３

ｌｏｇ(１ / Ｒ) ０ ０ ０.４２
ＳＮＶ ０ ０ ０.４８
ＦＤＲ ８ ２３１５ ０.６０
ＣＲ １２８ ２２０７ ０.７５

３.１.２ 　 竞争自适应重加权采样(ＣＡＲＳ) 　 将 ＳＯＭ
含量实测值和经 ＣＲ、ＦＤＲ 变换的全光谱波段分别

进行蒙特卡洛采样ꎬ每次随机选取 ８０％样本作为建

模集ꎬ２０％样本作为预测集输入 ＰＬＳＲ 模型ꎬ经过 ５０
次迭代运算ꎬ最终选取 ＲＭＳＥ 最小值和对应的波段

子集为特征波长ꎮ 由图 １ 可知ꎬ经 ＣＲ 和 ＦＤＲ 变化

后光谱数据在 ＣＡＲＳ 运算过程中ꎬＲＭＳＥ 随运行次

数增加先减小再增大ꎬ其中ꎬＣＲ 变换光谱数据在迭

代次数为 ２２ 次时对应 ＲＭＳＥ 最小ꎬ为 ２.６９ ｇ􀅰ｋｇ－１ꎬ
对应特征波段为 １０２ 个ꎬ所选特征波段数为全波段

数的 ５.２％ꎻ ＦＤＲ 变换光谱数据在迭代次数为 ２５ 次

时对应 ＲＭＳＥ 最小ꎬ为 ２.５４ ｇ􀅰ｋｇ－１ꎬ对应特征波段

为 ６７ 个ꎬ所选特征波段数为全波段数的 ３.４％ꎬ说明

基于 ＣＡＲＳ 筛选特征波段达到了很好的降维效果ꎮ
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３.２　 土壤有机质估算模型

将通过 ＰＣＣ 和 ＣＡＲＳ 筛选的有效特征波段作

为输入量ꎬ以实测的 ＳＯＭ 含量作为输出量ꎬ根据建

模集和预测集的划定ꎬ分别利用偏最小二乘回归

(ＰＬＳＲ)和多元线性回归(ＭＬＲ)线性模型和随机森

林(ＲＦ)方法进行土壤有机质含量反演ꎮ
３.２.１　 基于 ＭＬＲ 的 ＳＯＭ 反演模型 　 将通过 ＰＣＣ
和 ＣＡＲＳ 筛选的特征波段分别进行逐步线性回归ꎬ
建立 ＭＬＲ 模型ꎮ 由表 ３ 可知ꎬ经 ＦＤＲ 和 ＣＲ 变换后

建立的 ＦＤＲ－ＰＣＣ－ＭＬＲ 和 ＣＲ－ＰＣＣ－ＭＬＲ 模型建模

集和预测集 Ｒ２ 均达 ０.６ 以上ꎬ预测集均方根误差

ＲＭＳＥ 分别为 ３.２４ ｇ􀅰ｋｇ－１和 ３.０３ ｇ􀅰ｋｇ－１ꎬ说明经

过 ＦＤＲ 和 ＣＲ 变换后ꎬ基于 ＰＣＣ 筛选特征波段建立

ＳＯＭ 含量多元线性回归模型预测效果较好ꎬ其中 ＣＲ
－ＰＣＣ－ＭＬＲ 模型的预测效果更好ꎮ 通过 ＣＡＲＳ 筛选

特征波段建立 ＭＬＲ 模型预测集 Ｒ２变小ꎬＲＭＳＥ 明显

变大ꎬ说明经 ＣＡＲＳ 选取特征波段后建立 ＭＬＲ 回归

模型效果较差ꎮ

图 １　 交叉验证的均方根误差
Ｆｉｇ.１　 ＲＭＳＥ ｏｆ ｃｒｏｓｓ￣ｖａｌｉｄａｔｉｏｎ

３.２.２　 基于 ＰＬＳＲ 的 ＳＯＭ 反演模型　 利用 ＰＬＳＲ 能

有效提取具有最强解释能力的综合变量ꎬ去除无用信

息ꎮ 首先选取经过 ＦＤＲ 和 ＣＲ 变换后的与 ＳＯＭ 相关

系数大于 ０.５ 的波段ꎬ与 ＳＯＭ 进行 ＰＬＳＲ 建模分析ꎬ
通过 ＰＣＣ 筛选特征波段ꎬ建立的 ＦＤＲ－ＰＣＣ－ＰＬＳＲ 和

ＣＲ－ＰＣＣ－ＰＬＳＲ 模型预测集 Ｒ２分别为 ０.６２ 和 ０.７２ꎬ预
测效果与多元线性回归建模效果相差不大(表 ３)ꎮ

将通过 ＣＡＲＳ 筛选的特征波段与 ＳＯＭ 含量进

行 ＰＬＳＲ 模型预测发现ꎬ建立的 ＦＤＲ－ＣＡＲＳ－ＰＬＳＲ
和 ＣＲ－ＣＡＲＳ－ＰＬＳＲ 模型建模集和预测集 Ｒ２ 均在

０.７以上ꎬ与 ＭＬＲ 模型相比ꎬ两种变换方式的 ＲＭＳＥ
均明显降低ꎬ且经 ＦＤＲ 变换后通过 ＣＡＲＳ 选取特征

波段后建模效果最好ꎮ 说明经过 ＣＲ 和 ＦＤＲ 变换ꎬ
通过 ＣＡＲＳ 选取特征波段后建立 ＰＬＳＲ 模型ꎬ对土

壤有机质含量的预测能力增强ꎮ
３.２.３　 基于 ＲＦ 的反演模型　 将经过 ＰＣＣ 和 ＣＡＲＳ
选取的特征光谱波段分别利用随机森林模型进行

ＳＯＭ 含量预测发现ꎬ基于 ＲＦ 建立的 ＳＯＭ 建模集 Ｒ２

均达 ０.８ 以上ꎬ预测集 Ｒ２稳定在 ０.６９ 以上ꎬ建模效

果优于 ＭＬＲ 和 ＰＬＳＲ 模型ꎬ预测稳定度和精确度均

有提升ꎻ其中经 ＣＲ 变换后ꎬ利用 ＣＡＲＳ 算法选取特

征波段ꎬ建立 ＲＦ 预测模型ꎬ建模精度和预测精度 Ｒ２

达到最高ꎬ分别为 ０.９１ 和 ０.７９ꎬＲＭＳＥ 最小ꎬ分别为

１.７６ ｇ􀅰ｋｇ－１和 ２.４９ ｇ􀅰ｋｇ－１ꎬ说明利用 ＣＲ－ＣＡＲＳ－ＲＦ
建模对 ＳＯＭ 的预测效果最好ꎬ为最优模型(表 ３)ꎮ
３.３　 不同组合模型精度对比

本研究选取 ２ 种有效的光谱变换方式、２ 种敏

感波段选取方法和 ３ 种建模方式ꎬ组合后共 １２ 种建

模方法ꎬ各方法的观测值与预测值散点图如图 ２ 所

示ꎮ 从图 ２ 可以看出ꎬ采用 ＣＲ－ＣＡＲＳ－ＲＦ 建模反演

ＳＯＭ 含量的 Ｒ２最高、ＲＭＳＥ 最小ꎬ且散点图中实测

值与预测值拟合效果最优ꎮ 通过表 ３ 发现ꎬ多元线

性回归模型(ＭＬＲ)预测 ＳＯＭ 含量的 ４ 种组合方式

平均 Ｒ２为 ０.５６ꎬＲＭＳＥ 为 ４.４１ ｇ􀅰ｋｇ－１ꎬ其中ꎬ基于

ＰＣＣ 筛选特征波段后 ２ 种建模预测结果平均 Ｒ２为

０.６７ꎬＲＭＳＥ 为 ３. １３ ｇ􀅰ｋｇ－１ꎬ建模精度明显优于

ＣＡＲＳ－ＭＬＲꎬ其 Ｒ２增加４８.９％ꎬＲＭＳＥ 减小 ４４.９％ꎬ这
是因为多元线性回归模型的基础是通过筛选关联

性较强的因子实现数据降维ꎬ所以采用 ＰＣＣ 筛选具

有高相关性的特征波段与 ＳＯＭ 含量关联程度明显

高于 ＣＡＲＳ 算法ꎮ
偏最小二乘法(ＰＬＳＲ)预测 ＳＯＭ 含量的 ４ 种组

合方式平均 Ｒ２为 ０.７１ꎬＲＭＳＥ 为 ３.００ ｇ􀅰ｋｇ－１ꎬ其中ꎬ
基于 ＣＡＲＳ 筛选特征波段后建模预测结果平均 Ｒ２为

０.７６ꎬＲＭＳＥ 为 ２.８０ ｇ􀅰ｋｇ－１ꎬ建模精度明显优于 ＰＣＣ－
ＰＬＳＲꎬ较其 Ｒ２增加 １３.４％ꎬＲＭＳＥ 减小 １２.８％ꎬ说明引

进 ＣＡＲＳ 结合 ＰＬＳＲ 预测精度优于 ＰＣＣ－ＰＬＳＲꎬ这是

因为 ＣＡＲＳ 在运算过程中结合 ＰＬＳ 进行交叉验证ꎬ通
过多次迭代优选最小 ＲＭＳＥ 对应的波段作为 ＰＬＳＲ
模型的输入变量ꎬ对优化 ＰＬＳＲ 建模精度更为有效ꎮ

随机森林(ＲＦ)预测 ＳＯＭ 含量的 ４ 种组合方式

平均 Ｒ２为 ０.７４ꎬＲＭＳＥ 为 ２.８７ ｇ􀅰ｋｇ－１ꎬＲ２较 ＭＬＲ 和

ＲＬＳＲ 方法分别平均增大 ３２.１％和 ３.５％ꎬＲＭＳＥ 分

别减小３４.９％和 ４.４％ꎮ 其中ꎬ基于 ＣＡＲＳ 筛选特征

波段后建模预测精度平均 Ｒ２为 ０.７９ꎬＲＭＳＥ 为 ２.６９
ｇ􀅰ｋｇ－１ꎻ与 ＰＣＣ －ＲＦ 相比ꎬＣＡＲＳ －ＲＦ 的 Ｒ２ 增加

１４.５％ꎬＲＭＳＥ 减小１１.９％ꎮ 由此可见ꎬ基于随机森

林方法反演辽宁黑土区 ＳＯＭ 含量效果优于多元线

性回归和偏最小二乘回归ꎬ引进 ＣＡＲＳ 筛选特征波

段与 ＰＬＳＲ 和 ＲＦ 组合估算 ＳＯＭ 含量后ꎬ模型预测

精度明显提升ꎬ且基于 ＣＡＲＳ 算法结合 ＲＦ 估算精

度最高ꎬ预测效果最好ꎮ
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表 ３　 不同组合模型 ＳＯＭ 预测精度对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｏｍｂｉｎａｔｉｏｎｓ ｏｆ ｍｏｄｅｌｓ ｆｏｒ ＳＯＭ

模型
Ｍｏｄｅｌ

波段筛选
Ｂａｎｄｓ ｆｉｌｔｅｒｉｎｇ

光谱变换
Ｓｐｅｃｔｒａｌ

ｔｒａｎｓｆｏｒｍａｔｉｏｎ

建模集 Ｒ２

Ｍｏｄｅｌｉｎｇ ｓｅｔ Ｒ２

建模集 ＲＭＳＥ
Ｍｏｄｅｌｉｎｇ ｓｅｔ

ＲＭＳＥ / (ｇ􀅰ｋｇ－１)

预测集 Ｒ２

Ｐｒｅｄｉｃｔｉｏｎ ｓｅｔ
Ｒ２

预测集 ＲＭＳＥ
Ｐｒｅｄｉｃｔｉｏｎ ｓｅｔ

ＲＭＳＥ / (ｇ􀅰ｋｇ－１)

ＭＬＲ
ＰＣＣ

ＣＡＲＳ

ＦＤＲ ０.６５ ３.６４ ０.６５ ３.２４
ＣＲ ０.７４ ３.１６ ０.６９ ３.０３
ＦＤＲ ０.７５ ５.４７ ０.２８ ４.８８
ＣＲ ０.８５ ６.３３ ０.６２ ６.５１

ＰＬＳＲ
ＰＣＣ

ＣＡＲＳ

ＦＤＲ ０.６４ ３.８６ ０.６２ ３.４５
ＣＲ ０.６３ ３.６１ ０.７２ ２.９７
ＦＤＲ ０.８９ １.９５ ０.７７ ２.６８
ＣＲ ０.８８ ２.０５ ０.７５ ２.９２

ＲＦ
ＰＣＣ

ＣＡＲＳ

ＦＤＲ ０.８３ ２.４５ ０.６９ ３.０６
ＣＲ ０.８８ ２.０２ ０.６９ ３.０５
ＦＤＲ ０.８９ １.９８ ０.７９ ２.８９
ＣＲ ０.９１ １.７６ ０.７９ ２.４９

４　 讨　 论

高光谱技术庞大的数据量在丰富土壤光谱信

息的同时ꎬ也带来了噪声干扰、波段共线性和信息

冗余等问题ꎬ数据变换和特征波段筛选可以有效消

除噪声ꎬ降低波段维度ꎬ突出土壤有效信息ꎮ 本研

究发现ꎬ光谱数据经过 ＳＧ 平滑后ꎬ采用 ＦＤＲ 和 ＣＲ
变换后与 ＳＯＭ 含量的相关系数明显提升ꎬ这与周伟

等[２１]和丁启东等[２２]的研究结果一致ꎮ 采用 ＰＣＣ 相

关性分析是一种最为广泛的特征波段筛选方法ꎬ可
以明确土壤与光谱数据间的相关关系ꎮ 本研究在

采用 ＰＣＣ 的基础上ꎬ利用 ＣＡＲＳ 再次进行波段筛

选ꎬ筛选结果分别与 ＭＬＲ、ＰＬＳＲ 和 ＲＦ 结合后建模ꎬ
结果表明ꎬ基于 ＣＡＲＳ 筛选特征波段后与 ＰＬＳＲ 和

ＲＦ 结合ꎬ建模精度更为精确、合理ꎬ降维效果更为明

显ꎬ且与ＲＦ 结合后建模效果明显优于ＭＬＲ 和 ＰＬＳＲꎬ
这也与唐海涛[１８]的研究结果一致ꎮ

本研究通过不同的光谱数据变换、特征波段筛

选构建了研究区共 １２ 种 ＳＯＭ 含量估算模型ꎬ结果

表明ꎬＣＲ－ＣＡＲＳ－ＲＦ 是一种快速、有效的 ＳＯＭ 含量

估算方法ꎬ预测效果较好ꎬ但预测精度仍有提升空

间ꎮ 一方面可能是因为研究区 ＳＯＭ 含量差异略大ꎬ
没有将 ＳＯＭ 含量按照高、低水平区分建模ꎬ可能会

致使模型存在一定的偏差ꎻ另一方面ꎬ受模型输入

变量的影响ꎬ因单一波段光谱反射率存在一定的片

面性和地域性ꎬ后续仍需对模型输入变量进行调整

和优化ꎬ尝试引进双光谱指数或三光谱指数ꎬ通过

结合光谱指数的数据变换和最优光谱指数组合筛

选ꎬ进一步提升模型的稳定性和普适性ꎮ 同时ꎬ因

野外实测光谱存在空间不连续性ꎬ无法实现区域有

机质含量反演与空间制图ꎮ ２０１９ 年国产高分五号

卫星投入使用ꎬ其高光谱传感器具有 ３３０ 个波段ꎬ具
有高度详细的光谱信息ꎬ因此ꎬ后续将围绕星－地光

谱结合ꎬ基于实测高光谱数据对高分五号卫星遥感

影像进行地面校验ꎬ最终实现基于高分五号卫星的

黑土区有机质含量反演与制图ꎬ以期增强反演模型

的适用性和实用性ꎮ

５　 结　 论

１)高光谱数据经过平滑去噪ꎬ采用 ＦＤＲ 和 ＣＲ
数学变换后与 ＳＯＭ 含量之间的相关性明显提高ꎬ其
中经 ＣＲ 变换后相关性增幅提升明显ꎮ

２)特征波段筛选方式影响 ＳＯＭ 反演精度ꎬ基于

ＭＬＲ 建模时采用 ＰＣＣ 筛选特征波段后预测精度较

高ꎻ引进 ＣＡＲＳ 算法与 ＰＬＳＲ 和 ＲＦ 结合后ꎬ与 ＰＣＣ－
ＰＬＳＲ 和 ＰＣＣ－ＲＦ 预测精度相比ꎬ其平均 Ｒ２分别增

加 １３.４％和 １４.５％ꎬ平均 ＲＭＳＥ 分别减小 １２.８％和

１１.９％ꎬ模型预测精度明显提升ꎬ且基于 ＣＡＲＳ 算法

结合 ＲＦ 估算精度最高ꎬ预测效果最好ꎮ
３)基于随机森林方法反演辽宁省黑土区 ＳＯＭ

含量效果优于多元线性回归和偏最小二乘回归ꎬ其
预测精度 Ｒ２ 较 ＭＬＲ 和 ＰＬＳＲ 分别增加 ３２. １％和

３.５％ꎬＲＭＳＥ 分别减小 ３４.９％和 ４.４％ꎮ 其中ꎬ高光

谱数据经连续统去除变换后ꎬ采用 ＣＡＲＳ 算法结合

ＲＦ 建模精度和预测精度达到最高ꎬＲ２分别为 ０.９１ 和

０.７９ꎬＲＭＳＥ 最小ꎬ分别为 １.７６ ｇ􀅰ｋｇ－１ 和 ２.４９ ｇ􀅰
ｋｇ－１ꎬ说明 ＣＲ－ＣＡＲＳ－ＲＦ 是一种高效、快速估算辽宁

黑土区土壤有机质含量的建模方法ꎬ预测效果最好ꎮ

８０２ 　 　 　 　 　 　 　 　 　 　 　 　 　 　 干旱地区农业研究　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ４３ 卷



图 ２　 不同预测方法观测值与预测值散点图
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