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ＶＭＤ－ＬＳＴＭ 模型对不同预见期
月径流的预测研究
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摘　 要:为减小径流时间序列的非线性及非平稳性带来的预测误差ꎬ提高多种预见期下的月径流预测精度ꎬ将
变模态分解(ＶＭＤ)和长短期记忆神经网络(ＬＳＴＭ)模型相结合ꎬ建立了 ＶＭＤ－ＬＳＴＭ 组合预测模型ꎬ并将大气环流因

子作为模型输入的增加项ꎬ预测未来 １~３ 个月的月径流ꎮ 将模型应用于黄河流域上游唐乃亥、民和、享堂、红旗及折

桥站的月径流预测以验证模型的适用性ꎬ并与 ＶＭＤ－ＢＰ(ＢＰ 神经网络)、ＶＭＤ－ＳＶＲ(支持向量回归)及单一 ＬＳＴＭ 模

型相比较ꎮ 结果表明:ＶＭＤ－ＬＳＴＭ 组合模型的预测误差最小、精度最高ꎬ相比单一 ＬＳＴＭ 模型ꎬ其纳什效率系数

(ＮＳＥ)约从 ０.６~０.７ 提高到 ０.９ 以上ꎻ融合大气环流因子后 ＶＭＤ－ＬＳＴＭ 模型预测精度进一步提高ꎬＮＳＥ 保持在 ０.９１
~０.９６ 之间ꎻ随着预见期的增长ꎬＶＭＤ－ＬＳＴＭ 模型预测精度衰减较 ＶＭＤ－ＢＰ 和 ＶＭＤ－ＳＶＲ 模型明显变缓ꎬ在 ３ 个月

预见期时 ＮＳＥ 仍能保持在 ０.８４~０.９５ 之间ꎮ ＶＭＤ－ＬＳＴＭ 模型是月径流预测的一种有效方法ꎬ结果可为研究区月径

流预测提供参考ꎮ
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　 　 径流预测是水资源管理、配置和有效利用的基

础ꎬ精确的径流预测可为区域防洪抗旱、水库优化

调度及水利工程规划设计等提供有效的科学支

持[１]ꎮ 尤其在干旱地区ꎬ水资源短缺一直是限制农

业和经济发展的最大问题ꎬ准确可靠的径流预测结

果可为水资源高效利用提供重要参考ꎬ缓解旱区水

资源短缺、供需矛盾等问题ꎮ 径流的形成极易受气

候变化及人类活动等的影响ꎬ径流序列常表现出高

度的非线性、非稳定性与复杂性[２]ꎮ 因此ꎬ获得高

精度的径流预测结果仍面临挑战ꎬ如何提高径流预

测精度仍需进一步研究ꎮ
当前用于径流预测的模型主要分为过程驱动

模型和数据驱动模型两类[３]ꎮ 过程驱动模型主要

通过分析和模拟水文循环过程来实现[４－５]ꎬ虽然能

较好地揭示径流形成的物理机制ꎬ但建模需要大量

准确可靠的水文过程资料ꎬ普遍存在模型参数难以

确定及模型通用性较差等缺陷[６]ꎮ 数据驱动模型

无需考虑径流形成的物理过程ꎬ所需数据量少且建

模简单ꎬ因而被广泛使用ꎮ 数据驱动模型通常分为

时间序列统计模型和机器学习模型ꎬ时间序列统计

模型一般适用于平稳或线性的数据序列[７－８]ꎬ难以

获得隐藏在径流时间序列中的非线性特征ꎬ因而预

测效果普遍不理想ꎻ传统的机器学习模型包括人工

神经网络(ＡＮＮ)、支持向量机(ＳＶＭ)、自适应模糊

推理系统(ＡＮＦＩＳ)及小波变换(ＷＴ)等[９－１１]ꎬ这类模

型因具有较强的非线性映射能力[１２]ꎬ可以捕获径流

时间序列中的非线性及非平稳特性ꎬ在径流预测中

取得了较好的效果[１３]ꎮ
上述机器学习模型虽然具有较强的数据处理

能力ꎬ但 ＡＮＮ 易陷入局部最小值收敛及过拟合[１４]ꎬ
ＳＶＭ 需要谨慎选择核函数ꎬＡＮＦＩＳ 难以处理噪声

等ꎬ导致模型的预测精度受到影响ꎮ 随着深度学习

技术的快速发展ꎬ研究者提出了基于循环神经网络

的长短期记忆神经网络(ＬＳＴＭ)ꎬ以解决径流的长

期依赖问题[１５－１６]ꎬ从而获得更高精度的径流预测结

果ꎮ ＬＳＴＭ 的优点在于能够处理较长时间信息的序

列ꎬ实现时间序列的长期传递和记忆[１７－１８]ꎮ 已有研

究表明 ＬＳＴＭ 模型是一种更有效的径流预测模型ꎬ
如胡庆芳等[１９] 采用 ＬＳＴＭ 模型对汉江安康站的日

径流进行预测ꎬ发现 ＬＳＴＭ 模型可以有效避免过拟

合问题ꎻＧａｏ 等[２０] 讨论了 ＬＳＴＭ、ＡＮＮ、门控递归单

元(ＧＲＵ)模型在径流预测中的效果ꎬ发现 ＬＳＴＭ 和

ＧＲＵ 模型的性能优于 ＡＮＮ 模型ꎮ Ｙｕａｎ 等[２１] 利用

蚁狮优化算法(ＡＬＯ)对 ＬＳＴＭ 模型的参数进行优

化ꎬ并与 ＢＰ 神经网络、最小支持向量机、径向基神

经网络进行比较ꎬ结果证明所构建的 ＬＳＴＭ－ＡＬＯ 模

型用于月径流预测时显著优于其他三类模型ꎮ
由于径流是具有周期性、随机性及趋势性的非

平稳成分ꎬ直接使用上述模型预测的精度受限ꎮ 信

号分解技术可以将径流序列分解为多个相对稳定

的分量ꎬ同时达到降噪的目的ꎬ使模型可以更好地

捕捉径流序列变化特征ꎬ提高预测精度ꎮ 近年来基

于分解技术与机器学习的混合模型广泛应用于径

流预测中ꎬ 如梁浩等[２２] 在优选多元 线 性 回 归

(ＭＬＲ)、ＡＮＮ、ＳＶＭ 模型的基础上ꎬ构建了基于经验

模态分解(ＥＭＤ)、集合经验模态分解(ＥＥＭＤ)、小
波分解(ＷＤ)的混合模型ꎬ结果发现混合模型的预

测精度均高于单一模型ꎮ Ｗａｎｇ 等[２３]、黄巧玲等[２４]

也将分解技术和机器学习模型相耦合用于月径流

的预测ꎬ表明耦合模型具有更高的预测精度ꎮ
基于分解技术的机器学习模型从挖掘数据序

列自身的变化规律出发可用于径流的模拟及预测ꎬ
但这类模型未考虑径流形成的物理成因ꎬ因而预测

精度受限ꎮ 考虑到大气环流是气候和天气变化的

主导因子ꎬ同时也是水循环的主要驱动要素ꎬ对径

流的变化有一定的影响ꎬ将大气环流因子作为机器

学习模型的输入不仅考虑了径流形成的物理因素ꎬ
也可改善模型的预测效果ꎮ 如梁浩等[２２]、孟二浩

等[２５]在常规预报因子的基础上增加了大气环流因

子后预测精度得到了进一步的提高ꎻ李福兴等[２６] 通

过平均值法筛选大气环流因子作为神经网络的输

入ꎬ发现预测误差明显减小ꎮ
然而ꎬ当前基于 ＬＳＴＭ 模型的径流预测研究大

多只考虑了单一预见期及单一站点ꎬ分解技术能否

提高 ＬＳＴＭ 模型在多预见期下的效用尚不明确ꎬ且
大气环流因子对较长预见期径流预测结果的影响

尚无明确结论ꎬ故有待进一步评估混合模型融合大

气环流因子后在多种预见期及多个站点上的适用

性ꎮ 基于此ꎬ本文选取了黄河流域上游 ５ 个水文站

的月径流数据ꎬ在对月径流进行变模态分解的基础
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上ꎬ采用 ＬＳＴＭ 模型预测了各水文站未来 １ ~ ３ 个月

的径流量ꎬ并融合了大气环流信息ꎬ以期进一步提

高月径流在多种预见期下的预测精度ꎮ

１　 研究方法

１.１　 变模态分解

变模态分解 ( Ｖａｒｉａｔｉｏｎａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ
ＶＭＤ)是一种自适应、完全非递归的模态变分和信

号处理方法[２７]ꎬ可根据实际情况确定序列的分解个

数ꎬ在克服传统经验模态分解存在的端点效应和模

态混叠问题的同时ꎬ实现固有模态分量的有效分

离ꎬ分解获得包含多个频率尺度且相对平稳的子序

列ꎮ ＶＭＤ 的核心是构建和求解变分问题ꎬ假设原始

信号 ｆ 被分解为 Ｋ 个具有中心频率的有限宽度的模

态分量ꎬ同时各模态的估计宽带之和最小ꎬ约束条

件为所有模态之和与原始信号相等ꎬ则相应约束变

分表达式为:

ｍｉｎ
ｕｋ{ } ꎬ ωｋ{ }

∑
Ｋ

ｋ ＝ １
‖∂ｔ δ( ｔ) ＋ ｊ / πｔ( ) ∗ｕｋ( ｔ)[ ] ｅ －ｊｗｋｔ‖２

２{ }

(１)

ｓ.ｔ∑
Ｋ

ｋ ＝ １
ｕｋ ＝ ｆ (２)

式中ꎬＫ 为分解的模态个数ꎬ{ｕｋ}ꎬ{ωｋ} 分别对应分

解后的第 ｋ 个模态分量和中心频率ꎬδ( ｔ) 为狄拉克

函数ꎬ∗ 为卷积运算符ꎬｆ 为原始时间序列ꎮ 详细求

解过程参见文献[２７ － ２８]ꎮ
１.２　 长短期记忆神经网络

长短 期 记 忆 神 经 网 络 ( Ｌｏｎｇ Ｓｈｏｒｔ￣Ｔｅｒｍ
Ｍｅｍｏｒｙꎬ ＬＳＴＭ) 是 一 种 特 殊 的 循 环 神 经 网 络

(ＲＮＮ)ꎬ其优势在于解决 ＲＮＮ 的梯度消失和梯度

爆炸问题ꎬ广泛应用于序列处理与预测ꎮ 与普通

ＲＮＮ 不同ꎬＬＳＴＭ 的核心概念在于细胞状态及“门”
结构ꎬ细胞状态保证了信息能在序列中传递下去ꎬ
而“门”结构则在训练过程中决定了该保存或遗忘

哪些信息ꎮ 特殊的网络结构使得 ＬＳＴＭ 在学习当前

信息的同时ꎬ还能捕获时间序列中长期的依赖关

系ꎬ从而更适合处理和预测时间序列中间隔和延迟

较长的事件[１８ꎬ ２９－３０]ꎮ ＬＳＴＭ 的结构如图 １ 所示ꎬ单
个 ＬＳＴＭ 主要由以下 ４ 个部分构成:

(１)遗忘门:决定应丢弃或保存哪些信息ꎮ
ｆｔ ＝ σ(Ｗｆ . ｈｔ －１ꎬｘｔ[ ] ＋ ｂｆ) (３)

(２) 输入门:决定更新哪些细胞状态ꎮ
ｉｔ ＝ σ(Ｗｉ . ｈｔ －１ꎬｘｔ[ ] ＋ ｂｉ) (４)

􀭹Ｃ ｔ ＝ ｔａｎｈ(ＷＣ . ｈｔ －１ꎬｘｔ[ ] ＋ ｂＣ) (５)
(３) 更新细胞状态:更新后的细胞状态计算公

图 １　 ＬＳＴＭ 结构图

Ｆｉｇ.１　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

式如下:
Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗􀭹Ｃ ｔ (６)

(４) 输出门:决定下一个隐藏状态应携带哪些

信息ꎮ
Ｏｔ ＝ σ(ＷＯ ｈｔ －１ꎬｘｔ[ ] ＋ ｂＯ) (７)

ｈｔ ＝ Ｏｔ∗ｔａｎｈ(Ｃ ｔ) (８)
式中ꎬＷｆꎬＷｉꎬＷｃꎬ Ｗｏ 为权重矩阵ꎻｂｆꎬ ｂｉꎬ ｂｃꎬ ｂｏ 为偏

置向量ꎻｈｔ －１ꎬ ｈｔ 分别为上一时刻的输入和当前时刻

的输出ꎻＣ ｔ －１ꎬ Ｃ ｔ 分别为前一时刻和当前时刻的细胞

状态ꎻ􀭹Ｃ ｔ 为通过输入门的信息状态ꎻσ 为 ｓｉｇｍｏｉｄ
函数ꎮ

本文的 ＬＳＴＭ 模型通过 Ｐｙｔｈｏｎ３.９ 构建ꎬ参数通

过试错法确定ꎬ通过反复调整ꎬ最终确定 ＬＳＴＭ 模型

的网络结构为双隐层ꎬ每层的神经元个数为 ５０ꎻ为
防止过拟合ꎬ加入舍弃层ꎬ并设定其随机取舍率为

５０％ꎻ采用 Ａｄａｍ 优化器并设置其学习率为 ０.０５ꎮ
１.３　 ＶＭＤ－ＬＳＴＭ 预测模型

本文所提出的 ＶＭＤ－ＬＳＴＭ 组合模型的建立主

要包含以下三个步骤:
(１)利用 ＶＭＤ 方法对径流序列进行分解ꎬ得到

多个平稳的固有模态分量( ＩＭＦｉ( ｉ＝１~ ｎ) )和一个趋势

分量( ｒ)ꎻ
(２)将分解得到的多个分量进行归一化处理ꎻ
(３)确定 ＬＳＴＭ 模型的输入与输出ꎻ
采用前 Ｌ 个月的各固有模态分量( ＩＭＦ１( ｔ－Ｌꎬｔ)ꎬ

ＩＭＦ２( ｔ－Ｌꎬｔ)ꎬ􀆺 ＩＭＦｎ( ｔ－Ｌꎬｔ) )和趋势分量( ｒ( ｔ－Ｌꎬｔ) )作为预

报因子ꎬ预测各水文站未来 ３ 个月的径流 (Ｒ ｔ＋１ꎬ
Ｒ ｔ＋２ꎬ Ｒ ｔ＋３)ꎮ 其中 Ｌ 在 ＬＳＴＭ 模型中表示其滑动窗

口长度ꎬ根据月径流的周期变化规律ꎬ单一 ＬＳＴＭ 模

型的 Ｌ 可直接设置为 １２ 个月ꎬ但序列经 ＶＭＤ 分解

后其径流年际变化规律已发生改变ꎬ故不能直接将

ＶＭＤ－ＬＳＴＭ 混合模型的 Ｌ 值设为 １２ꎬ需要反复调试

确定 Ｌ 的最优值ꎮ
１.４　 模型评价标准

采用均方根误差 ( ＲＭＳＥ) 和纳什效率系数
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(ＮＳＥ)对模型预测结果进行精度评价ꎬ其中 ＲＭＳＥ
用来衡量预测值与实测值之间的偏差ꎬ其值越小越

好ꎻＮＳＥ 取值范围为( －∞ ꎬ １]ꎬ越接近 １ 表示模型

预测精度越高ꎬＲＭＳＥ 和 ＮＳＥ 的具体计算公式

如下:

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
(ｙｉ － ｙ０) ２ (９)

ＮＳＥ ＝ １ －
∑

ｎ

ｉ ＝ １
(ｙ０ － ｙｉ) ２

∑
ｎ

ｉ ＝ １
(ｙ０ － 􀭰ｙ０) ２

(１０)

式中ꎬｎ 表示序列长度ꎬｙｉ 表示 ｉ 时刻的预测值ꎬｙ０ 表

示 ｉ 时刻的实测值ꎬ􀭰ｙ０ 表示实测径流的均值ꎮ

２　 研究区概况

本文以黄河流域上游部分河流的月径流为研

究对象ꎬ收集了唐乃亥、民和、享堂、红旗和折桥共 ５
个水文站的月径流资料ꎮ 其中ꎬ唐乃亥站是黄河源

区的门户站ꎬ也是龙羊峡水库的入库站ꎬ距离省会

西宁约 ３００ ｋｍꎻ民和站是黄河一级支流湟水的主要

控制站ꎬ控制着湟水民和以上水量、沙量及水质的

变化ꎻ享堂站位于为黄河的二级支流、湟水的一级

支流大通河的主要控制站ꎬ直接为八盘峡水库的运

行调度、下游防汛、水源保护等提供水文依据及水

情信息[２３]ꎻ红旗站位于黄河一级支流洮河ꎬ距离下

游刘家峡水库 ２７ ｋｍꎻ折桥站位于大夏河下游ꎬ是刘

家峡水库的入库控制站ꎬ同时也是大夏河的重要水

沙控制站ꎮ 以上五个水文站分属不同的子流域ꎬ水
文情势各异ꎬ具有较好的代表性ꎬ且径流数据资料

完整性良好ꎬ适用于水文数据的研究与预测ꎬ对其

进行月径流模拟预测可为水库的调度管理、水资源

的管理配置等提供科学有效的依据ꎮ 各水文站基

本资料见表 １ꎬ流域及水文站位置见图 ２ꎮ
本文所采用的径流数据来自黄河流域水文年

鉴ꎬ８８ 项大气环流因子的月尺度数据来自国家气候

中心气候系统诊断预测室(ｈｔｔｐｓ: / / ｃｍｄｐ.ｎｃｃ－ｃｍａ.
ｎｅｔ / ｃｎ / ｄｏｗｎｌｏａｄ.ｈｔｍ)ꎮ 模型的输入项为前期的径

流数据ꎬ大气环流因子为输入项增加项ꎮ 依据表 １
所示各站径流资料ꎬ各序列前 ８０％的数据用于模型

训练ꎬ后 ２０％的数据用于模型验证ꎮ

表 １　 各水文站径流资料基本信息

Ｔａｂｌｅ １　 Ｂａｓｉｃ ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｓｔｒｅａｍｆｌｏｗ ｄａｔａ ｆｏｒ ｓｅｌｅｃｔｅｄ ｓｔａｔｉｏｎｓ

水文站
Ｈｙｄｒｏｌｏｇｉｃａｌ ｓｔａｔｉｏｎ

径流资料起止年份
Ｒｕｎｏｆｆ ｄａｔａ ｌｅｎｇｔｈ

序列长度 / 月
Ｓｅｑｕｅｎｃｅ ｌｅｎｇｔｈ / ｍｏｎｔｈ

所在水系
Ｗａｔｅｒｓｈｅｄ

集水面
Ｃａｔｃｈｍｅｎｔ ａｒｅａ / ｋｍ２

年均径流
Ａｖｅｒａｇｅ ａｎｎｕａｌ ｒｕｎｏｆｆ

/ (ｍ３􀅰ｓ－１)

唐乃亥 Ｔａｎｇｎａｉｈａｉ １９５６－２０１６ ７３２ 黄河 Ｙｅｌｌｏｗ Ｒｉｖｅｒ １２１９７２ ６３３

民和 Ｍｉｎｈｅ １９５１－２０１６ ７９２ 湟水 Ｈｕａｎｇｓｈｕｉ Ｒｉｖｅｒ １５３４２ ５３

享堂 Ｘｉａｎｇｔａｎｇ １９５１－２０１６ ７９２ 大通河 Ｄａｔｏｎｇ Ｒｉｖｅｒ １５１２６ ８８

红旗 Ｈｏｎｇｑｉ １９５７－２０１６ ７１８ 洮河 Ｔａｏｈｅ Ｒｉｖｅｒ ２４９７３ １４３

折桥 Ｚｈｅｑｉａｏ １９６３－２０１６ ６４８ 大夏河 Ｄａｘｉａｈｅ Ｒｉｖｅｒ ６８４３ ２７

图 ２　 各流域及水文站分布

Ｆｉｇ.２　 Ｔｈｅ ｌｏｃｆａｔｉｏｎ ｏｆ ｓｅｌｅｃｔｅｄ ｓｔａｔｉｏｎｓ
ｉｎ ｄｉｆｆｅｒｅｎｔ ｒｉｖｅｒ ｂａｓｉｎｓ

３　 数据预处理

３.１　 月径流 ＶＭＤ 分解

ＶＭＤ 的分解效果在很大程度上受模态分解个

数 Ｋ 影响ꎬＫ 值偏大或偏小均会影响后续预测效果ꎮ
由于各模态的主要区别在于中心频率的不同ꎬ所以

可通过不同模态下中心频率的分布情况选取合适

的 Ｋ 值ꎬ具体求解方法参见文献[３１]ꎬ最终求得享

堂站的 Ｋ 值为 ７ꎬ其他各站均为 ８ꎮ
以唐乃亥站为例ꎬ其月径流经 ＶＭＤ 分解后的

结果见图 ３ꎬ原始的月径流序列被分解成从高频到

低频的 ７ 个平稳分量( ＩＭＦ)和表示趋势的残差项ꎬ
在数据量增加的同时ꎬ不仅减少了噪声ꎬ而且找出

了径流序列隐藏的周期性振荡变化趋势ꎬ有助于模
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图 ３　 唐乃亥站月径流 ＶＭＤ 分解结果
Ｆｉｇ.３　 ＶＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｏｆ ｍｏｎｔｈｌｙ ｒｕｎｏｆｆ ａｔ Ｔａｎｇｎａｉｈａｉ ｓｔａｔｉｏｎ

型更好地识别数据序列的内在变换规律ꎬ改善预测

效果ꎮ
３.２　 大气环流因子筛选

目前ꎬ如何筛选机器学习模型的输入要素尚无具

体可供遵循的原则ꎬ以往研究多采用相关系数法且结

果相对较优ꎮ 鉴于此ꎬ本文计算了所选 ５ 个站点的月

径流与 ８８ 项大气环流因子间的 Ｐｅｒｓｏｎ 相关系数ꎬ考
虑到机器学习模型的输入因子过多会造成过拟合现

象ꎬ且为了尽可能选择与月径流相关性较强的环流因

子ꎬ故从通过 ０.０１ 显著性检验的环流因子中选取相

关系数(正相关)最高的 ４ 项作为模型输入因子的增

加项ꎮ 经计算ꎬ与所选 ５ 个站的月径流相关系数最高

的 ４ 项大气环流因子具有一致性ꎬ分别是北半球极涡

中心强度指数(ＮＨＰＶＣＩＩ)、东亚槽强度指数(ＥＡＴＩＩ)、西
藏高原－１ 指数(ＴＰＲ１)及西藏高原－２ 指数(ＴＰＲ２)ꎬ这
４ 项指数与各站月径流的相关系数如表 ２ 所示ꎮ

４　 结果与分析

４.１　 ＶＭＤ 分解对 ＬＳＴＭ 模型预测结果的影响

为了探究 ＶＭＤ 分解技术对 ＬＳＴＭ 模型预测结

果的影响ꎬ使用单一预测模型 ＬＳＴＭ 和组合预测模

表 ２　 与月径流显著相关的大气环流因子及相关系数

Ｔａｂｌｅ ２　 Ａｔｍｏｓｐｈｅｒｉｃ ｃｉｒｃｕｌａｔｉｏｎ ｆａｃｔｏｒｓ ｓｉｇｎｉｆｉｃａｎｔｌｙ ｃｏｒｒｅｌａｔｅｄ
ｗｉｔｈ ｍｏｎｔｈｌｙ ｒｕｎｏｆｆ ａｎｄ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔｓ

水文站
Ｈｙｄｒｏｌｏｇｉｃａｌ ｓｔａｔｉｏｎ ＮＨＰＶＣＩＩ ＥＡＴＩＩ ＴＰＲ１ ＴＰＲ２

唐乃亥站 Ｔａｎｇｎａｉｈａｉ ０.６７２∗∗ ０.７３７∗∗ ０.７０１∗∗ ０.７１０∗∗

民和站 Ｍｉｎｈｅ ０.４７４∗∗ ０.５７８∗∗ ０.５４６∗∗ ０.５４７∗∗

享堂站 Ｘｉａｎｇｔａｎｇ ０.７５３∗∗ ０.８１４∗∗ ０.７４２∗∗ ０.７６４∗∗

红旗站 Ｈｏｎｇｑｉ ０.５０９∗∗ ０.５８７∗∗ ０.５５５∗∗ ０.５５８∗∗

折桥站 Ｚｈｅｑｉａｏ ０.４２１∗∗ ０.５０１∗∗ ０.４８２∗∗ ０.４８２∗∗

　 　 注:∗∗表示通过 ０.０１ 显著水平的双尾检验ꎮ

Ｎｏｔｅ:∗∗ Ｍｅａｎｓ ｐａｓｓｅｄ ａ ｔｗｏ￣ｔａｉｌｅｄ ｔｅｓｔ ａｔ ｔｈｅ ０.０１ ｓｉｇｎｉｆｉｃａｎｃｅ ｌｅｖｅｌ.

型 ＶＭＤ－ＬＳＴＭ 分别对 ５ 个水文站的月径流进行预

测ꎬ各水文站不同预见期的预测结果见表 ３ꎮ 因篇

幅限制ꎬ本文仅展示唐乃亥站不同预见期的单一模

型和组合模型的效果(图 ４)ꎮ 在相同预见期下ꎬ两
种模型均能有效预测低流量ꎬ但组合模型对高流量

的预测效果显著优于单一模型ꎬ即 ＶＭＤ－ＬＳＴＭ 组合

模型能提高单一 ＬＳＴＭ 模型在峰值的预测精度ꎮ 同

时ꎬ相同预见期下组合模型的预测值与实测值的拟

合程度要高于单一模型ꎬ且随着预见期的增长ꎬ组
合模型的拟合程度没有发生明显的变化ꎬ预测效果
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较为稳定ꎮ
从表 ３ 看出ꎬ与单一 ＬＳＴＭ 模型相比ꎬＶＭＤ 分

解技术能显著提高 ＬＳＴＭ 模型的预测精度ꎮ 如在 １
个月预见期时ꎬ唐乃亥、民和、享堂及折桥站的 ＮＳＥ
从 ０.７ 左右提高到了 ０.９１ 以上ꎬ尤其是红旗站的

ＮＳＥ 从 ０.５９８ 显著提升至 ０.８９８ꎬ可见组合模型在各

个站的预测精度都要高于单一模型ꎮ 随着预见期

的增加ꎬ单一模型的预测精度逐渐降低ꎬ而组合模

型的预测精度下降幅度较小ꎻ相较于单一预测模

型ꎬＶＭＤ－ＬＳＴＭ 组合模型在较长预见期情况下依然

具有较高的预测精度ꎬ其中红旗站尤为明显ꎬ当预

见期由 １ 个月增加到 ３ 个月时ꎬ采用单一模型时ꎬ
ＮＳＥ 降幅为 ２８.１％ꎬ而在组合模型下ꎬＮＳＥ 降幅仅为

８.５％ꎮ 此外ꎬ在唐乃亥站及享堂站ꎬ采用 ＶＭＤ －
ＬＳＴＭ 组合模型时ꎬ当预见期由 ２ 个月增加到 ３ 个月

时ꎬ其 ＮＳＥ 分别保持在 ０.９１０ 和 ０.９４０ꎬ无明显变化ꎬ
而 ＲＭＳＥ 仅减小了 ２％左右ꎮ 可见组合模型在较长

的预见期下其预测精度显著高于单一模型ꎬ即 ＶＭＤ
分解技术不仅提高了 ＬＳＴＭ 模型的预测精度ꎬ且延

长了预见期ꎮ

图 ４　 单一模型和组合模型验证期预测值与实测值对比(唐乃亥站)
Ｆｉｇ.４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｅａｓｕｒｅｄ ａｎｄ ｐｒｅｄｉｃｔｅｄ ｍｏｎｔｈｌｙ ｒｕｎｏｆｆｓ ｗｉｔｈ ＬＳＴＭ ａｎｄ ＶＭＤ－ＬＳＴＭ

ｍｏｄｅｌ ｄｕｒｉｎｇ ｖａｌｉｄａｔｉｏｎ (Ｔａｎｇｎａｉｈａｉ Ｓｔａｔｉｏｎ)

表 ３　 单一模型和组合模型在各水文站验证期预测效果对比
Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅｓ ｂｅｔｗｅｅｎ ＬＳＴＭ ａｎｄ ＶＭＤ－ＬＳＴＭ ｍｏｄｅｌ

ｏｆ ｅａｃｈ ｈｙｄｒｏｌｏｇｉｃａｌ ｓｔａｔｉｏｎ ｄｕｒｉｎｇ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｐｅｒｉｏｄ
预见期

Ｆｏｒｅｃａｓｔ ｐｅｒｉｏｄ
模型
Ｍｏｄｅｌ

误差指标
Ｅｒｒｏｒ ｉｎｄｉｃａｔｏｒ

唐乃亥站
Ｔａｎｇｎａｉｈａｉ

民和站
Ｍｉｎｈｅ

享堂站
Ｘｉａｎｇｔａｎｇ

红旗站
Ｈｏｎｇｑｉ

折桥站
Ｚｈｅｑｉａｏ

１－ｍｏｎｔｈ
ＬＳＴＭ

ＶＭＤ－ＬＳＴＭ

ＲＭＳＥ / (１０８ｍ３) ６.４１１ １４.７９３ ３２.５３３ ５２.３８２ ９.９１９
ＮＳＥ ０.７４８ ０.７２０ ０.７３８ ０.５９８ ０.６８２

ＲＭＳＥ / (１０８ｍ３) ３.５３１ ８.０１６ １４.０９５ ２５.８４３ ４.９７１
ＮＳＥ ０.９２２ ０.９１８ ０.９４９ ０.８９８ ０.９１９

２－ｍｏｎｔｈ
ＬＳＴＭ

ＶＭＤ－ＬＳＴＭ

ＲＭＳＥ / (１０８ｍ３) ７.５６７ １６.６７８ ３５.６６７ ６３.５５４ １１.２９０
ＮＳＥ ０.６５０ ０.６４６ ０.６８９ ０.４０４ ０.５８９

ＲＭＳＥ / (１０８ｍ３) ３.７９５ ８.８３５ １５.３５４ ２８.３７０ ５.３６９
ＮＳＥ ０.９１０ ０.８９９ ０.９４０ ０.８７８ ０.９０６

３－ｍｏｎｔｈ
ＬＳＴＭ

ＶＭＤ－ＬＳＴＭ

ＲＭＳＥ / (１０８ｍ３) ７.７７９ １７.０１４ ３６.７３４ ６８.０２１ １１.３７１
ＮＳＥ ０.６３７ ０.６３４ ０.６６５ ０.３１７ ０.５８６

ＲＭＳＥ / (１０８ｍ３) ３.８０７ １１.８１１ １５.３７６ ３５.２０８ ５.８０３
ＮＳＥ ０.９１０ ０.８２１ ０.９４０ ０.８１３ ０.８９０

４.２　 融合大气环流前后组合模型预测效果对比

上述研究表明ꎬＶＭＤ－ＬＳＴＭ 组合模型相较于单

一 ＬＳＴＭ 模型能更准确的预测未来 １ ~ ３ 个月的径

流ꎮ 为了进一步提高模型预测精度ꎬ将所筛选的 ４
项大气环流因子作为 ＶＭＤ－ＬＳＴＭ 模型输入项的增

加项ꎬ对 ５ 个水文站进行 １~３ 个月预见期的月径流

预测ꎮ 鉴于 ＢＰ 神经网络和支持向量回归(ＳＶＲ)模
型在径流预测方面的优势[１４－１５ꎬ２３－２６]ꎬ分别构建基于

ＶＭＤ 分解的 ＶＭＤ－ＢＰ 和 ＶＭＤ－ＳＶＲ 组合模型作为

对比模型ꎬ以进一步评价 ＶＭＤ－ＬＳＴＭ 模型在融合大

气环流因子前后的预测性能ꎮ
３ 种组合模型融合大气环流因子前后验证期的

预测结果如表 ４ 所示ꎮ 由表 ４ 可以看出:(１)融合

大气环流前ꎬＶＭＤ－ＬＳＴＭ 模型在各水文站的预测效

果均明显优于 ＶＭＤ － ＢＰ 和 ＶＭＤ － ＳＶＲ 模型ꎬ且

ＶＭＤ－ＳＶＲ 模型的预测效果略优于 ＶＭＤ－ＢＰ 模型ꎬ
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并且随着预见期的增加ꎬＶＭＤ－ＬＳＴＭ 模型预测精度

呈缓慢下降趋势ꎬ而 ＶＭＤ－ＢＰ 和 ＶＭＤ－ＳＶＲ 模型预

测精度迅速下降ꎮ 这可能是因为 ＢＰ 和 ＳＶＲ 模型无

法准确获取时间序列的波动特性ꎬ因此前一刻的数

据信息只能反映在当前时刻ꎬ而 ＬＳＴＭ 模型既能获

得近期也能捕捉到早期的径流特性ꎬ能较为准确的

获取到径流时间序列的波动特性ꎬ可有效延长模型

的预见期ꎮ (２)３ 种模型融合大气环流后预测精度

均得到不同程度的提高ꎬ且相较于 ＬＳＴＭ 模型ꎬＢＰ
和 ＳＶＲ 模型在融合大气环流后预测精度提升幅度

更大ꎬ尤其是在增加预见期后ꎬ大气环流对这两种

模型预测精度的提高尤为明显ꎮ 特别是在民和站ꎬ
当预见期为 ３ 个月时ꎬＶＭＤ－ＳＶＲ 和 ＶＭＤ－ＢＰ 模型

在融合大气环流前其 ＮＳＥ 仅为－０.０３５ 和－０.０１４ꎬ融
合大气环流后两模型的 ＮＳＥ 均提高到 ０.７ 以上ꎬ且
ＲＭＳＥ 减少了近 ５０％ꎮ 这可能是因为大气环流对某

一区域气候的影响持续时间较长ꎬ所以前一时期的

大气环流因子对今后很长一段时间的气候均有影

响ꎬ进而通过水循环过程对径流产生影响ꎮ 所以在

预见期增加的情况下ꎬ前期历史径流对后面几个月

的径流影响减小ꎬ模型预测精度逐渐降低ꎬ而大气环

流因子对后面几个月的径流仍然具有一定的影响ꎬ所
以在融合大气环流因子后ꎬ预见期越长其预测精度提

高越明显ꎮ (３)融合大气环流因子前后ꎬ３ 种模型在

唐乃亥站和享堂站的预测效果均优于其他水文站ꎬ且
在唐乃亥站的预测效果要略优于享堂站ꎬ这可能与站

点所处地理位置有关ꎬ唐乃亥站和享堂站分别位于黄

河源区和大通河流域下游ꎬ所在地区无较大引用水设

施ꎬ受人类活动扰动小ꎬ所以模型能较好的识别出径

流序列的规律特性ꎬ进而得到较高的预测精度ꎮ
尽管大气环流因子能显著提高 ＶＭＤ－ＢＰ 和

ＶＭＤ－ＳＶＲ 模型的预测精度ꎬ而对 ＶＭＤ－ＬＳＴＭ 模型

预测效果的改善没有其他两种模型明显ꎬ但最终的

预测结果表明ꎬ融合大气环流前后ꎬＶＭＤ－ＬＳＴＭ 模

型在各水文站及各预见期情况下的预测精度均明

显高于其他两类模型ꎮ
表 ４　 融合大气环流前后验证期各模型预测结果

Ｔａｂｌｅ ４　 Ｐｒｅｄｉｃｔｅｄ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｉｎｔｅｇｒａｔｉｎｇ ａｔｍｏｓｐｈｅｒｉｃ ｃｉｒｃｕｌａｔｉｏｎ ｆａｃｔｏｒｓ
水文站

Ｈｙｄｒｏｌｏｇｉｃａｌ ｓｔａｔｉｏｎ
预见期

Ｆｏｒｅｃａｓｔ ｐｅｒｉｏｄ
误差指标

Ｅｒｒｏｒ ｉｎｄｉｃａｔｏｒ ＶＭＤ－ＬＳＴＭ ＶＭＤ－ＳＶＲ ＶＭＤ－ＢＰ

唐乃亥站
Ｔａｎｇｎａｉｈａｉ

１－ｍｏｎｔｈ

２－ｍｏｎｔｈ

３－ｍｏｎｔｈ

ＲＭＳＥ / (１０８ｍ３) ３.５３１→２.６６５ ７.０９４→５.４６５ ７.５３７→５.５１７
ＮＳＥ ０.９２２→０.９５６ ０.６８２→０.８１１ ０.６４１→０.８０８

ＲＭＳＥ / (１０８ｍ３) ３.７９５→３.２７６ １０.１７９→６.５８１ １０.３４０→７.０７６
ＮＳＥ ０.９１０→０.９３３ ０.３４９→０.７２８ ０.３２９→０.６８５

ＲＭＳＥ / (１０８ｍ３) ３.８０７→３.４５７ １１.８４５→７.５７５ １１.９５３→８.２８９
ＮＳＥ ０.９１０→０.９２６ ０.１２４→０.６４２ ０.１０９→０.５７１

民和站
Ｍｉｎｈｅ

１－ｍｏｎｔｈ

２－ｍｏｎｔｈ

３－ｍｏｎｔｈ

ＲＭＳＥ / (１０８ｍ３) ８.０１６→６.５７２ １８.６６０→１１.６６０ １９.１０１→１１.９６５
ＮＳＥ ０.９１８→０.９４５ ０.５５６→０.８２６ ０.５３４→０.８１７

ＲＭＳＥ / (１０８ｍ３) ８.８３５→９.６０７ ２６.０４０→１２.９５２ ２４.５１８→１３.４７６
ＮＳＥ ０.８９９→０.８８１ ０.１３０→０.７８５ ０.２２８→０.７６７

ＲＭＳＥ / (１０８ｍ３) １１.８１１→９.８０４ ２８.２９６→１４.３１２ ２７.９９７→１４.８３６
ＮＳＥ ０.８２１→０.８７７ －０.０３５→０.７３５ －０.０１４→０.７１５

享堂站
Ｘｉａｎｇｔａｎｇ

１－ｍｏｎｔｈ

２－ｍｏｎｔｈ

３－ｍｏｎｔｈ

ＲＭＳＥ / (１０８ｍ３) １４.０９５→１３.５３０ ４０.５６８→３０.７５７ ４０.３２５→３４.２４６
ＮＳＥ ０.９４９→０.９５３ ０.６２７→０.７８６ ０.６３２→０.７３４

ＲＭＳＥ / (１０８ｍ３) １５.３５４→１４.２２０ ４７.９２８→３４.９１８ ４９.７４３→４０.０７１
ＮＳＥ ０.９４０→０.９４８ ０.４４１→０.７０３ ０.３９８→０.６１０

ＲＭＳＥ / (１０８ｍ３) １５.３７６→１４.５９８ ４９.０６８→３４.３３７ ５１.３１２→４０.３５８
ＮＳＥ ０.９４０→０.９４６ ０.３８４→０.６９８ ０.３２６→０.５８３

红旗站
Ｈｏｎｇｑｉ

１－ｍｏｎｔｈ

２－ｍｏｎｔｈ

３－ｍｏｎｔｈ

ＲＭＳＥ / (１０８ｍ３) ２５.８４３→２４.１９９ ５１.２７１→４５.１３９ ５２.４１３→４５.２８８
ＮＳＥ ０.８９８→０.９１１ ０.６０２→０.６９２ ０.５８４→０.６８９

ＲＭＳＥ / (１０８ｍ３) ２８.３７０→２７.９０８ ６３.５４３→４６.１６４ ６６.４９４→５３.１２０
ＮＳＥ ０.８７８→０.８８２ ０.３８５→０.６７５ ０.３２７→０.５７０

ＲＭＳＥ / (１０８ｍ３) ３５.２０８→３２.４２８ ６８.７３６→５１.７２６ ７１.７５６→５５.５７５
ＮＳＥ ０.８１３→０.８４２ ０.２８２→０.５９３ ０.２１７→０.５３１

折桥站
Ｚｈｅｑｉａｏ

１－ｍｏｎｔｈ

２－ｍｏｎｔｈ
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　 　 为了更直观地展示 ３ 种组合模型的预测效果ꎬ
以唐乃亥站为例ꎬ融合大气环流因子后各模型在验

证期的预测结果如图 ５ 所示ꎮ 从图 ５ 看出ꎬ当预见

期为 １ 个月时ꎬ３ 种模型均能较好地预测出径流的

未来变化趋势ꎬ其中 ＶＭＤ－ＬＳＴＭ 模型的预测效果最

佳ꎬ其他两种模型在峰值和谷值的预测效果明显不

如 ＶＭＤ－ＬＳＴＭ 模型ꎮ 随着预见期的增加ꎬＶＭＤ－
ＬＳＴＭ 模型的预测值与实测值之间依然保持高度的

吻合ꎬ而 ＶＭＤ－ＢＰ 和 ＶＭＤ－ＳＶＲ 模型在 ２、３ 个月预

见期时模型的预测值明显偏离了实测值ꎬ具体表现

为图像的平移错位ꎬ即存在延迟问题ꎮ 由此可见ꎬ
ＶＭＤ－ＬＳＴＭ 模型相较于其他两种模型不仅具有更

高的预测精度而且能有效避免预测延迟问题ꎮ
以上结果进一步表明 ＶＭＤ－ＬＳＴＭ 模型的预测

性能优于 ＶＭＤ－ＢＰ 和 ＶＭＤ－ＳＶＲ 模型ꎬ且融合大气

环流因子后模型的预测效果有了进一步的改善ꎬ可
为该区月径流预测提供准确可靠的理论参考ꎮ

５　 结　 论

(１)ＶＭＤ 分解技术能显著提高 ＬＳＴＭ 模型的预

测精度ꎬ且相较于单一的 ＬＳＴＭ 模型ꎬＶＭＤ－ＬＳＴＭ
组合模型不仅能改善峰值的预测效果ꎬ同时能使模

型在较长预见期下仍能保持较高的预测精度ꎮ
(２)在基于 ＶＭＤ 分解技术的混合模型中ꎬ３ 种

混合模型的预测精度由高到低依次为 ＶＭＤ－ＬＳＴＭ>
ＶＭＤ－ＳＶＲ>ＶＭＤ－ＢＰꎮ

(３)在 ３ 种混合模型的预报因子中增加筛选后

的大气环流因子ꎬ各站点及各模型的预测精度均得

到了不同程度的提高ꎬ尤其是 ＶＭＤ－ＢＰ 和 ＶＭＤ－
ＳＶＲ 模型提高的最为明显ꎬ说明有效的大气环流因

子可以显著提高月径流预测精度ꎬ且 ３ 种模型在受

人类活动干扰较小的唐乃亥站及享堂站的预测效

果更优ꎮ

图 ５　 各模型验证期不同预见期预测值与实测值对比(唐乃亥站)
Ｆｉｇ.５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ａｎｄ ｍｅａｓｕｒｅｄ ｖａｌｕｅｓ ｉｎ ｄｉｆｆｅｒｅｎｔ ｆｏｒｅｃａｓｔ ｐｅｒｉｏｄ ｆｏｒ ｅａｃｈ

ｍｏｄｅｌ ｄｕｒｉｎｇ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｐｅｒｉｏｄ (Ｔａｎｇｎａｉｈａｉ Ｓｔａｔｉｏｎ)
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　 　 (４)本研究提出的 ＶＭＤ－ＬＳＴＭ 模型在融合大

气环流前后均优于 ＶＭＤ－ＳＶＲ 和 ＶＭＤ－ＢＰ 模型ꎬ其
突出优点表现在预见期增加的情况下模型的预测

精度并没有发生明显的减小ꎬ避免了 ＶＭＤ－ＢＰ 和

ＶＭＤ－ＳＶＲ 在预见期增加时存在的延迟问题ꎬ在提

高月径流预测精度的同时延长了预见期ꎮ
鉴于 ＶＭＤ－ＬＳＴＭ 模型良好的径流预测性能ꎬ也

可将该模型应用于填补数据缺失的径流时间序列

中ꎬ插补或延长数据序列ꎮ 为进一步提高月径流的

预测精度ꎬ可在模型的输入因子中加入其他气象数

据ꎬ同时采用优化算法来寻求 ＬＳＴＭ 模型的最优
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